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1 Introduccion

El siguiente trabajo trata de analizar un conjunto de datos directamente
recogidos por una institucién bancaria portuguesa dentro de sus campaifas de
marketing. Los datos recolectados provienen de llamadas telefénicas donde se
buscaba conocer si el cliente se inscribiria o no en cierto deposito bancario. El
objetivo final serd incrementar la eficacia y efectividad de futuras campanas de
marketing, identificando cuales son las variables con mayor influencia dentro de
las decisiones de los clientes.

El documento se estructura en tres secciones principales: la Seccién 2 donde
se comenta la naturaleza de los datos, sus variables, la existencia de valores
nulos y la separacién en subconjuntos de entrenamiento, validacién y test. La
Seccion 3 comenta los modelos de arboles de decision ajustados asi como posibles
variantes como bagging o boosting y la importancia que cada uno da a las
variables predictoras. Por ultimo, la Seccién 4 busca una solucién al problema
haciendo uso de maquinas de vector soporte con tres kernels: de funcién de base
radial, lineal y polinomial.

2 Analisis de los datos

Como se ha mencionado, los datos provienen de un banco portugués, que
dentro de sus campaifias de marketing buscaba que los clientes se subscribieran a
cierto deposito bancario. El conjunto obtenido contiene 41188 observaciones,
20 variables predictoras y una variable respuesta. En las variables pre-
dictoras encontramos varios tipos: binarias, enteras, numéricas continuas y de
tipo cualitativo.



age job marital
Min. :17.00 admin. 110422  divorced: 4612
1st Qu.:32.00 blue-collar: 9254 married :24928
Median :38.00  technician : 6743 single :11568

Mean :40.02 services : 3969  unknown : 80
3rd Qu.:47.88 management : 2924
Max. 198.00 retired 1 1720
(0ther) : 6156
education default housing loan
university.degree :12168 no 132588 no 118622 no 133950
high.school : 9515 unknown: 8597  unknown: 990 unknown: 998
basic.9y : 6045 yes : 3 yes 121576 yes 1 6248
professional.course: 5243
basic.4y 1 4176
basic.Gy 1 2292
(0ther) : 1749
contact month day of week duration
cellular :26144 may 113769 fri:7827 Min. : 0.0
telephone:15844  jul : 7174 mon:8514 1st Qu.: 182.0
aug : 6178  thu:8623 Median : 180.0
jun : 5318 tue:BO9E Mean : 258.3
nov :4l1e1 wed: 8134 3rd Qu.: 319.0
apr 1 2632 Max. :4918.0
(Other): 2016
campaign pdays previous poutcome
Min. : 1.e08  Min. 1 0.0 Min. :0.000  failure 1 4252
Ist Qu.: 1.0808 1st Qu.:999.8 1st Qu.:0.060 nonexistent:35563
Median : 2.0080 Median :999.8 Median :0.000 success 1 1373
Mean : 2.568 Mean :962.5 Mean :0.173
3rd Qu.: 3.0680 3rd Qu.:999.8 3rd Qu.:0.000
Max. :56.000 Max. :999.0 Max. 7.000
emp.var.rate cons.price.idx cons.conf.idx euribor3m
Min. 1-3.40000 Min. :92.20 Min. :-50.8 Min. 10.634
1st Qu.:-1.88000 1st Qu.:93.08 1st Qu.:-42.7 1st Qu.:1.344
Median : 1.18000 Median :93.75 Median :-41.8 Median :4.857
Mean B.08189 Mean :93.58 Mean 1-40.5 Mean :3.621
3rd Qu.: 1.40000 3rd Qu.:93.99 3rd Qu.:-36.4 3rd Qu.:4.961
Max. : 1.40000 Max. 194,77 Max. 1-26.9 Max. :5.045
nr.employed ¥
Min 14964 no :36548

1st Qu.:5099 yes: 4640
Median :5191
Mean 15167
3rd Qu.:5228
Max. 15228

Figure 1: Resumen de los datos.

2.1 Existencia de valores nulos

Mostrando un resumen de los datos podemos observar como algunas de
las variables de tipo cualitativo o binario tienen valores unknown, lo que puede
significar que el cliente no quisiera dar dicha informacion durante la llamada
telefénica. La existencia de este tipo de valores nulos puede afectar en el
entrenamiento final del modelo dando resultados no deseados. Por ello, su



tratamiento serd crucial para obtener ajustar de mejor forma los modelos.

Las variables education, housing y loan tienen una cantidad considerable
de valores nulos (1731, 989 y 989 respectivamente) por lo que se decide imputar
los valores en sus observaciones en vez de eliminarlas. Para la imputacién se
hace uso del paquete mice.

En las variables con un menor ntimero de valores nulos: job y marital no se
hace ninguna imputacion y dado que es un porcentaje realmente bajo del total,
se decide eliminar las observaciones con nulos.

La variable binaria default contiene el mayor nimero de valores “unknown”
con 8597, ademds su porcentaje de valores ”yes” es muy bajo respecto al de
“no”, con tan solo 3 (mencionar que son valores "yes de la variable default y
no la variable respuesta), lo que dificulta la imputacién de los valores nulos.
Por ello se decide usar el valor ”default” como una categoria mas dentro del

predictor.

Posteriormente se prueba a dejar todas variables sin realizar ningun tipo
de imputacién, a imputar todas las variables o a imputar todas menos default
teniendo que el mejor resultado es el descrito anteriormente.

2.2 Desbalanceo de los datos

Ademaés de la existencia de valores nulos, existe otro problema en el con-
junto de datos. La variable respuesta tiene aproximadamente 88.74% de re-
spuestas no y 11.26% de respuestas yes. El desbalanceo obligard a re-
plantear las métricas a usar para evaluar los modelos. Ahora la precisiéon no nos
dara tanta informacién (un 90% de precisién implica que el predictor de como
resultado siempre n0), se hard uso ademés de otras medidas como:

e Lacurva ROC y el 4rea por debajo de esta (AUC). La curva ROC rela-
ciona el ratio de positivos verdaderos (TPR), las observaciones positivas
que son predichas como positivas, con el ratio de falsos positivos (FPR),
que corresponde a las observaciones negativas predichas incorrectamente
como positivas. Por ultimo, el AUC nos informara de la probabilidad de
que el modelo clasifique un ejemplo aleatorio positivo con mayor valor que
un ejemplo aleatorio negativo P (score(:c*) > score(az’)). Esta serd la
métrica usada al entrenar los modelos.

« Estadistico Kappa el cual compara la precisién esperada (asumiendo un
clasificador aleatorio) con la precisién observada con el modelo.

También se realizard un cambio durante el entrenamiento que tendra en



cuenta dicho desbalanceo para muestrear los datos. Asi pues, se usaran dis-
tintas metodologfas como sobre-muestreo (mayor muestreo del grupo con
menos datos), el sub-muestreo (menor muestreo del grupo con més datos),
muestreos mixtos y la aplicacién de pesos (relativos a las cantidades de
datos de cada clase) a las observaciones del conjunto de datos.

2.3 Buasqueda de valores atipicos

Con el fin de localizar posibles valores anémalos dentro del conjunto de

datos realizamos diferentes visualizaciones descriptivas de los datos que nos
puedan dar una visién global del contenido de cada variable. Primero mostramos

los histogramas de cada variable:
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Figure 2: Histograma de las variables numéricas con el fin de bus-
car datos atipicos.



A priori, puede observarse que pdays (dias pasados desde la ultima vez
que se hablo con un cliente) tiene un conjunto de valores anormales cerca del
1000, pero leyendo la descripcion de las variables se observa que 999 es el valor
por defecto cuando no se ha contactado antes con dicho cliente. Respecto al
resto de datos parecen encontrarse dentro de los rangos normales sin ninguna
variacién extrana dentro de sus histogramas. Para explorar las variables con
mayor precisién visualizamos también los diagramas de cajas de cada variable:
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Figure 3: Boxplot de las variables numéricas con el fin de buscar
datos atipicos.

De nuevo observamos que existe cierta normalidad en el rango de los datos,
existiendo el valor de 999 en pdays. Ademads, aparecen datos atipicos en variables
como campaign y duration donde hay 3 observaciones relativamente alejadas de
la distribucién de sus respectivas variables. Los datos extrafios corresponden
a un namero bajo de observaciones, por lo que se en un principio se decide
eliminarlas del conjunto, tras observar que los modelos no tenian mejor resultado
se piensa que aunque de la sensacién de que son datos anémalos quizas sigan
estando dentro de la distribucion original de las observaciones. Otras variables



como cons.conf.idr o age tienen también valores que parece que salen de la
distribucién original de los datos pero es un ntumero alto de observaciones las
que se encuentran en esta situacién por lo que se decide mantenerlas.

2.4 Separacion de los datos

Tras el preprocesado se separaran los datos en un conjunto de test y en-
trenamiento con un 80% y 20% de los datos respectivamente. Ademés 15% de
los datos de entrenamiento seran usados para la biisqueda de pardmetros con
validacion cruzada.

Ademas de esta separacion (por defecto) también se crean nuevos conjuntos
a partir de los de entrenamiento y test haciendo uso de sobre-muestreo, sub-
muestreo y muestreo mixto (SMOTE). También se calculard el peso de cada
observacion de acuerdo a la clase a la que pertenece para los conjuntos de datos
de entrenamiento y validacién.

3 Uso de arboles de decision

Una vez los datos han sido preprocesados se entrenaran diferentes arboles
de decisién con sus variaciones como bagging o boosting. Para evitar la sobre-
parametrizacion se hace uso de validacién cruzada para la seleccién de los
pardmetros. Todos los procesos se entrenan usando 5 formas de muestreo:
por defecto, con pesos en las observaciones, sobre-muestreo, sub-muestreo y
muestreo mixto con la funcién SMOTE. Para la busqueda de parametros se
hace uso del paquete caret.

3.1 Arboles de decisién tradicionales

El primer modelo a entrenar serd un arbol de decisién tradicional. Para
ello haremos uso de la librerfa rpart. Con la ayuda de caret seleccionamos los
parametros para cada modelo de muestreo. Finalmente, entrenamos los modelos
con los datos de entrenamiento usando los pardmetros de la validacién cruzada.

Como se observa en las Figuras 5, 6, la métrica AUC se beneficia de consid-
erar el desbalanceo de los datos. Comparando las curvas ROC de entrenamiento
y validacién vemos como no se tiene casi sobre-parametrizacién lo que lleva a
pensar que los arboles de decisién no son capaces de modelar de mejor forma el
problema.
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Figure 4: Resumen de la busqueda de pardmetros para los drboles
de decision haciendo uso de la libreria caret.

Si observamos las tablas de resultados vemos como el muestreo teniendo
en cuenta el desbalanceo de los datos mejora los resultados en test de AUC.
Sin embargo, aunque con peor AUC, el modelo con mejor precisién y valor
del estadistico kappa corresponde al modelo con el muestreo por defecto. Si
observamos la importancia de las variables obtenidas por cada modelo en la
Figura 7 podemos apreciar como hay 4 variables que coexisten entre las que
el modelo ha considerado més importantes: duration, euribor3m, nr.employed
y emp.var.rate. Lo que empieza a dar una idea de cuales son los factores que
hacen que el cliente se decline por una decisiéon positiva o negativa.



1.00 1.00
0.75+ 0.75+
o 0.50+ o 0.50+
0.25+ 0.25+
model model
— rpart_default — rpart_default
— rpart_down — rpart_down
— rpart_smote — rpart_smote
— rpart_up — rpart_up
0.00+ ~— rpart_weights 0.00+ ~— rpart_weights
\_Y—'* T T T \_Y—'* T T T
0.00 0.25 0.50 0.75 1.00 0.00 0.25 0.50 0.75 1.00
fpr fpr

Figure 5: Curvas ROC para los muestreos con rpart. La grdfica
de la izquierda corresponde al subconjunto de test, la grifica de la
derecha al de entrenamiento.

rpart_default (rpart_smote |rpart_up |rpart_down |rpart_weights

AUC 0.8551846 0.9105469 (0.8931139 |0.8964853 (0.8912487
prec. 0.9167484 0.8811918 [0.8338646 |0.8089750 (0.8267333
kappa 0.3528598 0.3418883 |0.4668280 (04372273 (0.43356248

AUC(train) |0.8475270 0.8972699 (0.8914610 |0.8967482 (0.8902368

prec.(train) |0.9138549 0.8733946 (0.8322454 |0.8052772 (0.8262082

kappa(train) |0.5401158 0.5232554 |(0.4634392 |0.4283195 (0.4549320

Figure 6: Resultados de varias métricas para los modelos de drboles
de decision en entrenamiento y test.

3.2 Arboles de inferencia condicional

El segundo modelo que se entrena se trata de arboles de inferencia condi-
cional. Para ello se hace uso del paquete party y de caret para la bisqueda de
parametros. Este tipo de arboles evaluan la hipotesis nula de independencia
entre cualquier variable de entrada y la variable respuesta. Si no puede ser rec-
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Figure 7: Resultados de varias métricas para los modelos de drboles
de decision en entrenamiento y test.

hazada se para, en caso contrario se selecciona la variable con mayor asociaciéon
con la respuesta (con el p-valor). Después realiza una separacién binaria de la
variable seleccionada y repite estos pasos recursivamente.

Con la libreria caret buscaremos la méxima profundidad del 4rbol (mazdepth),
asi como el valor que debe sobrepasar el test para implementar la separacion
(mincriterion).

De nuevo, se entrenan los modelos con la totalidad de los datos de entre-
namiento y los mejores pardmetros obtenidos. Los arboles de inferencia condi-
cional mejoran el resultado pues tratan de evitar el sesgo introducido por la
seleccién de variables de los arboles tradicionales tal y como se observa en las
Figuras 9, 10. En este caso las métricas han mejorado de manera general
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Figure 8: Ejemplo del resultado de la bisqueda de pardmetros con
arboles de inferencia condicional. Solo se muestra para el caso del
muestreo por defecto dado que el tamario de las visualizaciones
hacia que fuera imposible distinguir la leyenda y dificultaba su
comprension aunque en el codigo se hizo para todos los tipos de
muestreo.

respecto a los arboles de decision. El AUC con un valor maés alto es el que de-
vuelve el arbol de inferencia condicional entrenado con el muestreo por defecto,
que ademads tiene el mejor porcentaje de precisién del modelo, sin embargo su
estadistico kappa no es el més alto, correspondiendo al del modelo entrenado
con el muestreo smote.

La Figura 11 nos muestra como los arboles de inferencia condicional con-
sideran con mayor importancia las mismas variables que las mencionadas en los
arboles de decision tradicionales. Todos consideran la duraciéon como la variable
predictora mas importante.
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model model
— ctree_default — ctree_default
— ctree_down — ctree_down
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Figure 9: Visualizacion de las curvas ROC generadas por los difer-
entes muestreos para el método de drboles de inferencia condi-
ctonal. La grdfica de la izquierda corresponde al subconjunto de
test, la grdfica de la derecha al de entrenamiento.

ctree_default (ctree_smote |ctree_up |ctree_down |ctree_weights

AUC 0.9462359 0.9420471 0.8762866 |0.9390641 |0.936886586
prec. 0.9140510 0.8904605 [0.8B654975 |0.8352133 (0.6364394
kappa 0.54393573 0.5761793  (0.5018148 |0.48019205 (0.4806337

AUC(train) |0.8513800 0.9450236 (0.9725925 |0.9360612 (0.9364939

prec.(train) |0.9194937 0.8990837 [0.9030370 |0.8339616 (0.8374858
kappa(train) |0.5737838 0.5849763  (0.6422110 |0.4753032 (0.4540013

Figure 10: Diferentes curvas ROC para los distintos muestreos con
rpart.

3.3 treebag

El tercer modelo hace uso de la técnica de bagging. Se emplea la libreria
treebag y caret para el entrenamiento de los modelos. En este caso, los modelos

11
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Figure 11: Grdfica comparativa con la importancia de las variables
dadas por los modelos de drboles de inferencia condicional entre-
nados usando los distintos muestreos.

carecen de parametros a seleccionar, por ello se entrenaran directamente con la
totalidad de los datos de entrenamiento.

En este caso se hace bagging con los arboles de decisiéon tradicionales y
obtiene resultados similares en cuanto a AUC con respecto a los drboles de
inferencia condicional, tal y como vemos en las Figuras 12, 13. Todos modelos
obtienen un AUC de aproximadamente 0.93 ademds, la precisién parece ser
también mejor (en términos generales) que en los modelos anteriores siendo
que todos superan el 90% a excepcién del modelo con sub-muestreo. Lo mismo
ocurre con el estadistico kappa, con valores por encima de 0.55 en todos modelos
a excepcion del entrenado con sub-muestreo, que obtiene un 0.51.

En el caso de la importancia de las variables predictoras volvemos a ob-

12
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Figure 12: Visualizacion de las curvas ROC generados haciendo
uso de bagging con drboles de decision, la curva de la izquierda
pertenece al test mientras que la derecha al entrenamiento. Se
puede observar cierto sobre-ajuste de los modelos en la curva de la
derecha donde algunas métricas aparecen perfectas.

treebag_default [treebag_smote |treebag_up |treebag_down |treebag_weights
AUC 0.9367949 0.9384830 09309256 [0.9396470 0.9376031
prec. 0.9145414 0.9015449 09073527 |0.8534821 0.9132771
kappa 0.5501877 0.5834371 0.5645731 [0.5106887 0.5522686
AUC(train) [0.9999909 0.9912596 1.0000000 (0.9761057 0.9999901
prec.(train) [0.9992339 0.9552266 09992645 [0.8771414 0.8992339
kappa(train) [0.9961610 0.8087334 0.9963316 [0.5834747 0.89961601

Figure 13: Diferentes curvas ROC para los distintos muestreos con

rpart.

servar el mismo patrén en la Figura 14. La variable duration parece tener una
excepcional relevancia en la prediccién final, pues parece razonable pensar que
un usuario que este mas tiempo hablando estard interesado en el producto y

por tanto tendra mas posibilidad de acabar contratdndolo.

13
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Figure 14: Grdfica comparativa con la importancia de las variables
dadas por los modelos de drboles de inferencia condicional entre-
nados usando los distintos muestreos.

3.4 Gradient boosting models

El d4ltimo modelo entrenado con arboles de regresion hace uso de la técnica
de boosting. Para su entrenamiento se han usado las librerias gbm y caret.
Los modelos entrenados por la libreria gbm corresponden a ”gradient boosting
machines” que tratan de minimizar la funcién de perdida del modelo anadiendo
clasificadores débiles, que en este caso corresponden a arboles de decisién usando
una técnica similar al descenso de gradiente. En la btisqueda de parametros se
han tenido en cuenta el nimero de arboles del modelo (n.trees) y el coeficiente
de aprendizaje (shrinkage)

Las Figuras 16, 17 muestran como usando gbm se consiguen mejores re-
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Figure 15: Ejemplo del resultado de la busqueda de pardmetros
con gradient boosting machines. Solo se muestra para el caso del
muestreo por defecto dado que el tamarnio de las visualizaciones
hacia que fuera imposible distinguir la leyenda y dificultaba su
comprension aunque en el codigo se hizo para todos los tipos de
muestreo.

sultados del AUC que con los modelos anteriores, ademds el mejore resultado
de precisiéon también es dado por el modeloo gbm entrenado con muestreo por
defecto (aunque no es el que mayor AUC tiene). Los valores del estadistico
kappa tambien aumentan respecto a los modelos anteriores, teniendo que us-
ando muestreo smote tenemos un valor superior a 0.61.

En el caso de gbm se repite el mismo patrén en al importancia de variables.
La Figura 18 muestra como la variable con mayor importancia en los gbm para
cualquier tipo de muestreo es duration, que corresponde a la duracién de la
llamada. Se observa como hay 4 variables que tiene una importancia con un
diferencia notable al resto, las cuales corresponden a duration, nr.employed,
euribor3m y emp.var.rate. Ademds, se mantienen en ese orden en todos los
modelos gbm para los diferentes muestreos.
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1.004 1.00+
0.754 0.75
S 0.50 S 050
0.25+ 0.254
model model
— gbm_default — gbm_default
— gbm_down — gbm_down
— gbm_smote — gbm_smote
— gbm_up — gbm_up
0.007 — gbm_weights 0.007 — gbm_weights
\_'—'7 T T T \_Y—'* T T T
0.00 0.25 0.50 0.75 1.00 0.00 0.25 0.50 0.75 1.00
fpr fpr

Figure 16: Visualizacion de las curvas ROC generados haciendo
uso de bagging con drboles de decision, la curva de la izquierda
pertenece al test mientras que la derecha al entrenamiento.

gbm_default |gbm_smote |gbm_up |gbm_down |gbm_weights

AUC 0.9514361 0.9515170 |0.9524469 |0.9495741 |0.9516556
prec. 0.9211623 0.9111084 |0.8748161 |0.8602256 |0.8704022
kappa 0.5686427 0.6152392 |0.5595769 |0.5297777 |0.5497666

AUC(train) |0.9574610 0.9574572 |0.9605423 |0.9572357 |0.9570342

prec.(train) |0.9292697 0.9145598 |0.8783672 |0.86497350 |0.8726365

kappa(train) (0.6121333 0.6325123 |[0.5753957 |0.5459913 |0.5602377

Figure 17: Diferentes curvas ROC para los distintos muestreos con
rpart.

4 Maquinas de vector soporte

Las maquinas de vector soporte buscan el hiper-plano con mayor separacion
entre las muestras de datos de distinta clase. Ademads, en algunos casos se aplica
una funcién kernel previa a los datos con el fin de moverlas a un espacio distinto
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Figure 18: Grdfica comparativa con la importancia de las variables
dadas por los modelos de gradient boosting machines entrenados
usando los distintos muestreos.

donde es mads facil encontrar su hiper-plano separador. Para este trabajo se han
explorado cuatro funciones kernel diferentes:

Radial(RBF) — K(X,Y)=exp(—y- | X =Y|[}),y>0 (1)
Linear — KX, Y)=X"Yy (2)
Polynomial — KX,Y)=(y-XTY +r)%y>0 (3)

A los datos también se les aplica un escalado y centrado previo a la clasi-
ficacién. Este paso se realiza principalmente para evitar que los atributos con
rangos numéricos mayores dominen a los que tienen menor rango y para evi-
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tar problemas numéricos a la hora de realizar célculos (por los productos es-
calares entre vectores de las funciones kernel). Para la bisqueda de los mejores
parametros tanto como para el entrenamiento se ha hecho uso del paquete caret.
En esta parte se siguen usando las técnicas de muestreo que intentan mitigar
posibles sobre-ajustes de los modelos derivados de el gran desbalanceo de los
datos.

En algunas imagenes aparece el modelo con pesos debido a que se ha creado
una funcién con el fin de automatizar el proceso pero, a fin de cuentas, es un
modelo similar (o igual) al por defecto dado que los pesos no tienen ningin
efecto si se centran después los datos.

4.1 Kernel de base radial (RBF)

El kernel RBF mapea a un espacio dimensional mayor los datos, funciona
adecuadamente cuando la relacion entre las clases a predecir y los atributos son
no lineales, sin embargo si el ntimero de predictores es realmente grande otros
kernels como el lineal pueden funcionar mejor.

Se tienen dos pardmetros a ajustar C'y o (siguiendo la notacién de caret).
Para su busqueda se hace uso de validacién cruzada con folds. En concreto se
hace uso de 8 folds y los parametros de busqueda son seleccionados haciendo
una primera busqueda aleatoria que indica una direccién maés precisa en la que
buscar. El proceso de ajuste de los parametros con validacién cruzada con
8-folds se puede ver en la Figura 27.

Tras obtener los mejores pardmetros para cada técnica de muestreo entre-
namos los modelos con la totalidad del subconjunto de entrenamiento y usamos
el subconjunto de test para obtener los valores de las métricas visibles en la
Figura 20. Los valores de AUC y precisién ahora son algo menores que los
obtenidos usando gbm y similares a los obtenidos con ctree.

Si mostramos la curva ROC con todas las técnicas de muestreo vemos como
el sobre-sampleo genera cierto sobre-ajuste en el modelo, teniendo un AUC de
0.96 en train). Finalmente, todos muestreos generan un resultado muy similar
con AUC entre 0.93 y 0.94. En términos de la precisién obtenida vemos como el
mejor modelo serfa el por defecto con una precision del 91% aproximadamente.

De nuevo si vemos la importancia de cada predictor en los modelos entrena-
dos vemos como las variables duration, nr.employed, euribor8m y emp.var.rate
son las que més influencia tienen en la decision final siguiendo un patréon similar
que el resto de modelos (ver Figura 22).
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Figure 19: Resumen de la busqueda de pardmetros realizada sobre
maquinas de vector soporte (SVM) aplicando la funcién kernel de

base radial (RBF).

4.2 Kernel Lineal

El kernel linear tiende menos al sobre-ajuste que los modelos no lineales
y funcionan adecuadamente cuando los datos son linealmente separables. El
numero de parametros a ajustar se reduce a C. De nuevo se usa validacion
cruzada con 8-folds y el paquete caret. El resultado tras finalizar la bisqueda
de pardmetros se puede ver en la Figura 23

De nuevo usamos caret para entrenar con la totalidad del conjunto de en-
trenamiento y el subconjunto de test para obtener los resultados de las métricas.
En este caso el kernel linear empeora ligeramente los resultados obtenidos con
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radSVM.down_default |radSVM_smote radSVM_up (radSVM_down
AUC 0.9370406 0.9345891 0.9318694 |0.9333327
prec. 0.91049353 0.8935753 0.86672143 |0.8517636
kappa 0.4581711 0.5649334 0.5206552 |0.4973001
AUC(train) |0.9497412 0.9453058 0.9631647 |0.9380667
prec.(train) |0.9136353 0.9042847 0.8963773 |0.8591087
kappa(train) |0.4855304 0.5963918 0.6187763 |0.5133636

Figure 20: Tabla con los resultados de las métricas para la mdquina
de vector soporte con kernel RBF.

1.00+ 1.00 4
0.754 0.754
S 0.50- & 0504
0.254 0.251
model model
— radSVM_down — radSVM_down
— radSVM.down_default — radSVM.down_default
— radSVM_smote —radSVM_smote
0.004 — radSVM_up 0.001 — radSVM_up
0.00 025 0.50 0.75 1.00 0.00 025 0.50 0.75 1.00
fpr fpr

Figure 21: Grdficas con las curvas ROC de test (izquierda) y entre-
namiento (derecha) de cada modelo entrenado con el kernel RBF.

el AUC. Si comparamos la precisién se observa que también obtiene valores
ligeramente inferiores a los obtenidos con el kernel RBF. Si comparamos los re-
sultados obtenidos entre entrenamiento y test se ve como los modelos no tienen
practicamente sobre-ajuste pero obtienen peores resultados. Los resultados y la
curva ROC de los modelos pueden verse en las Figuras 24 y 25.

De nuevo se obtiene la importancia de las variables para realizar la prediccién.
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Figure 22: Importancia de las variables de los modelos entrenados
con el kernel RBF.

Como en los modelos anteriores se aprecia una mayor importancia de las vari-
ables duration, euribordm, nr.employed y emp.var.rate coincidiendo con los mod-
elos previos tal y como se puede observar en la Figura 26.

4.3 Kernel Polinomial

El dltimo kernel usado en las maquinas de vector soporte es el polinomial.
Este kernel mapea las observaciones a un espacio no lineal lo que permite apren-
der este tipo de relaciones de los datos. A la hora de la busqueda de pardmetros
es mas complejo que los dos anteriores dado que incluye 3 parametros a deter-
minar: Grado, Escala y Coste. Aunque su uso habitual es para reconocimiento
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del lenguaje (NLP) se ha afiadido a este trabajo por completitud. De nuevo,
para la biisqueda de parametros se ha hecho uso del paquete caret. En este caso
dado el tiempo consumido se ha hecho tan solo uso de una primera bisqueda
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Figure 23: Resumen de la busqueda de pardmetros realizada sobre
maquinas de vector soporte (SVM) aplicando la funcion kernel de

base radial (RBF).

aleatoria con 5 valores de cada pardametro como se observa en la Figura 27.
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Una vez se obtienen los mejores parametros, se entrena con la totalidad de
los datos de entrenamiento. Se obtiene un resultado que es similar al obtenido
con el kernel RBF, pero el método gbm sigue obteniendo el mejor resultado tanto
en AUC como en precisién. Las Figuras 29 y 29 muestran los resultados y la
curva ROC para entrenamiento y test. Se observa que no existe casi sobre-ajuste
en los modelos entrenados, esto esta relacionado con la selecciéon del Grado con



lInSVM.down_default | [iInSVM_smote |lInSVM_up |linSVM_down
AUC 0.9335936 0.9293725 0.9367560 (0.9360834
prec. 0.9069014 0.8930848 0.8564247 (0.8533212
kappa 0.4443677 0.3525000 0.5080280 |(0.5063361
AUC(train) |(0.9332676 0.9329827 0.9378712 (0.9370876
prec.(train) |0.9061542 0.8960402 0.8605186 |(0.8600588
kappa(train) (0.4133852 0.5546259 0.5161845 (0.5151888

Figure 24: Tabla con los resultados de las métricas para la mdquina
de vector soporte con kernel RBF.

1.004 1.004
0.754 0.754
Q 0.50+ o 0.501
0.254 0.254
model model
— linSVM_down — linSVM_down
— linSVM.down_default — linSVM.down_default
= linSVM_smote = linSVM_smote
0.007 — jinsVM_up 0.007 " — jinsVM_up
5 . . . ; 5 . . . ;
0.00 0.25 0.50 0.75 1.00 0.00 0.25 0.50 0.75 1.00
fpr fpr

Figure 25: Grdficas con las curvas ROC de test (izquierda) y entre-
namiento (derecha) de cada modelo entrenado con el kernel Lineal.

valor d < 2 en todos modelos, mayores valores pueden causar sobre-ajustes.

A la hora de observar la importancia de las variables se vuelve a repetir el

mismo patrén visto para el resto de modelos con 4 variables que destacan por
encima del resto. La Figura con la importancia de las variables puede observarse

23



default

smote sampling

duration duration
nremployed ————o nr.employed —————2
euribor3m ——————————= euribor3m ————————=
emp.var.rate ———= emp.varrate —————
cons.price.idx —— pdays ———=
contact —= cons.price.idx ——e
previous ———= campaign ——=
pdays ——= previous —=
poutcome — contact —e
default = loan =
T T T T T T T T T T
20 40 60 80 100 20 40 60 80 100

Importance

up sampling

Importance

down sampling

duration A duration o
nremployed ————= nremployed ————#
euribordm —————— euribordm ————————=
emp.varrate F———# empvarrate ———=»
cons.price.idx ———# cons.price.idx ———=
contact ——= previous ———=
previous ——=@ contact ———=
pdays ——= pdays —=
poutcome — default
default = poutcome =
T T T T T T T T T T
20 40 60 80 100 20 40 60 80 100

Importance Importance
Figure 26: Importancia de las variables de los modelos entrenados
con el kernel Lineal.

5 Conclusion

Si tenemos en cuenta el conjunto global de todos modelos parece que si
se tiene en cuenta el area por debajo de la curva ROC (AUC) y la precision,
los modelos que hacen uso de boosting, mas concretamente Gradient Boosting
Machines (ghm) obtienen los mejores resultados.

El hecho de que el conjunto de datos este fuertemente desbalanceado ha
hecho replantear desde el inicio las métricas a emplear asi como a proponer es-
trategias que mitiguen dichos efectos como sobre-muestro, sub-muestro, muestro
SMOTE o muestreo con pesos.

Finalmente se ha visto como los modelos gbm entrenado con el muestreo
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Figure 27: Resumen de la busqueda de pardmetros realizada sobre
maquinas de vector soporte (SVM) aplicando la funcién polinomial.

polySVM.down_default | polySVM_smote | polySVM_up |polySVM_down
AUC 0.9376650 0.9335014 0.9368666 0.9361078
prec. 0.9113536 0.8969701 0.8564247 0.8560569
kappa 0.4691676 0.5761216 0.5093060  |0.5082086
AUC(train) |0.9437449 0.9418211 0.9377615  |0.9370185
prec.(train) |0.9121613 0.9034572 0.8609170 0.8595072
kappa(train) |0.4607826 0.5840312 0.5166509 0.5134376

Figure 28: Tabla con los resultados de las métricas para la mdquina
de vector soporte con el kernel Polinomial.

estandar obtenfa el mejor resultado en precision con AUC=0.9514, pre-
cision=0.9212 y valor del estadistico kappa=0.5686. También cabe men-
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— polySVM.down_default — polySVM.down_default
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fpr fpr

Figure 29: Grdficas con las curvas ROC de test (izquierda) y entre-
namiento (derecha) de cada modelo entrenado con el kernel Poli-
nomial.

cionar que el muestreo SMOTE para el modelo gbm obtiene resultados
similares a los del muestreo estandar con AUC=0.9515, precisién 0.9111
y valor del estadistico kappa=0.6152 lo que incluso podria indicarnos que
se trata de un mejor modelo que el de muestreo estandar a pesar de
tener peor precisién. Aunque existen modelos con mejor valor de AUC como el
muestreo por pesos del modelo gbm sus valores de precision y kappa son mucho
peores por lo que se decide no considerarlos en esta propuesta final.

Ademas, si tuviéramos que proponer a la compania una estrategia futura
a seguir basada en el andlisis de los datos, es decir en los factores determi-
nantes para que el cliente contrate dicho bono bancario. Se tendria que tener en
cuenta el subgrupo de cuatro variables con alta importancia en todos modelos.
Parece ser que la duracién de la llamada es un pardmetro determinante a la
hora de contratar el deposito, esto se debe a que cuanto mayor interés tenga el
cliente a cerca de el producto mayor tiempo estara al teléfono para informarse
de ello e incluso contratarlo. Ademés, la variable de nimero de empleados
(nr.employed) también tiene un peso crucial en los modelos, parece ser que los
clientes tienen mayor confianza en un banco de acuerdo a su tamano, lo que indi-
rectamente puede provocar que sea mas influyente y valorado. La variacién de
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Figure 30: Importancia de las variables de los modelos entrenados
con el kernel Polinomial.

empleados (emp.var.ratio), la cual causa influencia negativa en la respuesta.
Cuanta mayor variaciéon menor contratacion del servicio financiero. Esto guarda
sentido ya que la variacion en el empleo puede marcar cierta inestabilidad ha-
ciendo que los clientes no estén seguros de si contratar el producto. Por dltimo
tenemos otro indicador como el euribor3m, que se trata de un interés trimes-
tral, cuanto mayor sea el beneficio del cliente (mayor interés) mayor serd su
decisién para contratar dicho producto financiero.

Las recomendaciones a realizar al banco para tener un mejor resultado irian
enfocadas en estas cuatro variables, intentando realizar llamadas de calidad que
“enganchen” al cliente, crear campanas de marketing en momentos de bonanza
en términos del indice trimestral del euribor que permitan un mejor interés
para los clientes, y en momentos de estabilidad econémica donde el empleo se
mantiene estable sin grandes fluctuaciones y por tltimo, deberian contratar un
mayor numero de empleados, de manera que les posicione en el mercado, les de
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influencia y presencia de cara a ganarse la confianza del cliente.
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